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INTRODUZIONE 

Nel Marzo 2020 l’Organizzazione Mondiale della 
Sanità (OMS) ha dichiarato lo stato di pandemia per 
una nuova malattia, denominata COVID-19, causata 
dall’infezione da nuovo beta-coronavirus SARS-CoV-2. 

A quasi un anno di distanza, a livello mondiale si sono 
registrati oltre centoundici milioni di casi di infezione e 
circa due milioni e mezzo di morti (1).  

Nella gestione dello stato di emergenza, la diagnosi 
tempestiva riveste senza dubbio un ruolo chiave sia per 
i pazienti affetti da COVID-19, la cui prognosi può 
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beneficiare di un trattamento terapeutico precoce, sia 
per l’identificazione di soggetti infetti ma asintomatici o 
paucisintomatici, essenziale nel contenimento dei 
contagi (2).  

Ad oggi, lo strumento di elezione, o gold-standard, 
per la diagnosi di infezione da SARS-CoV-2 è 
l’amplificazione tramite rRT-PCR (Reverse Transcriptase 
Polymerase Chain Reaction) del materiale genomico 
virale (RNA) prelevato dalle vie aeree superiori, in 
particolare mediante tampone oro-faringeo e/o rino-
faringeo (3). Questo approccio molecolare però presenta 
delle importanti limitazioni dovute alla sensibilità del 
metodo, stimata intorno al 85%, oltre che ai tempi e ai 
costi necessari per l’analisi (4). 

Al fine di migliorare la gestione della pandemia, ben 
presto è quindi emersa la necessità di potenziare la 
capacità diagnostica per le infezioni da SARS-CoV-2, 
con metodi che fossero rapidi, accurati e facilmente 
accessibili. Per rispondere a questa esigenza, alcuni 
ricercatori hanno indirizzato i loro sforzi sullo sviluppo 
di modelli di machine learning (ML), o apprendimento 
automatico, che potessero contribuire alla definizione 
della diagnosi, e in alcuni casi anche della prognosi, di 
pazienti affetti da COVID-19 (5). 

Il ML è una branca dell’Intelligenza Artificiale (IA) ed 
è un termine che si riferisce a diversi metodi 
computazionali che permettono alla macchina di 
apprendere dall’esperienza e di sviluppare degli 
algoritmi su una serie di dati, fornendole la capacità di 
svolgere dei compiti (6,7). 

I primi modelli di ML sviluppati a scopo diagnostico 
per COVID-19 sono basati sui dati di tomografia 
computerizzata (CT) o di radiografia toracica, spesso 
combinati insieme ai risultati della diagnostica 
molecolare convenzionale (8,9). Da questi studi sono 
emersi risultati promettenti ma anche importanti 
criticità, dovute soprattutto all’alto numero di falsi 
negativi ottenuti con la radiografia del torace o 
all’impossibilità di utilizzare la CT per lo screening 
considerando, ad esempio, l’alta dose di radiazioni, i 
costi elevati e il numero limitato di strumentazioni 
disponibili (10).  

Gli sforzi successivamente si sono concentrati sullo 
sviluppo di modelli di ML basati sui risultati degli esami 
ematochimici eseguiti di routine nel laboratorio 
biomedico, partendo dalle evidenze scientifiche che 
hanno messo in evidenza come alcuni parametri 
ematici siano significativamente alterati nei pazienti 
affetti da COVID-19 e possono quindi essere utilizzati 
come dei buoni marcatori di malattia (11-14). 

Gli esami di laboratorio presentano il vantaggio di 
avere tempi e costi ridotti e sono poco invasivi per il 
paziente, permettendone la ripetizione ad intervalli di 
tempo ravvicinati; da essi è inoltre possibile ottenere 
una quantità enorme di informazioni e rappresentano 
perciò un ottimo campo di applicazione per i sistemi di 
ML (15). 

È quindi proprio in questo contesto che si è diffuso 
il forte interesse di sfruttare le potenzialità del ML 
basato sui parametri ematochimici, al fine di ottenere 

dei nuovi strumenti accurati, rapidi, economici e 
facilmente accessibili per migliorare la gestione dei 
pazienti COVID-19. Lo sviluppo di questi approcci 
nell’attuale emergenza sanitaria vuole rispondere alla 
necessità di poter avere modelli utili non solo per la 
diagnosi precoce, supportando il clinico nella gestione 
del paziente e permettendo un intervento terapeutico 
tempestivo, ma anche a scopo prognostico/predittivo, 
ovvero nella predizione dell’evoluzione della malattia al 
fine di identificare quei pazienti a maggior rischio di 
eventi avversi gravi e quindi da sottoporre ad un 
monitoraggio più stretto e da avviare ad un trattamento 
più aggressivo (16-18).  

Lo scopo di questa rassegna è quello di raccogliere 
e confrontare i molteplici studi pubblicati sugli approcci 
di ML sviluppati in questo ambito dall’inizio della 
pandemia ad oggi, ponendo l’attenzione 
sull’eterogeneità in termini di selezione dei dati di input 
e accuratezza dei risultati ottenuti dai diversi modelli 
prodotti. A determinare tale eterogeneità vi sono alcuni 
aspetti, quali l’importanza della selezione e 
standardizzazione dei dati di input o la validazione 
esterna del modello, che sono essenziali 
nell’applicazione del ML nella medicina di laboratorio. 
Da ciò infatti, come verrà discusso nella trattazione, 
dipendono la robustezza e l’accuratezza del modello 
sviluppato, affinché esso sia un valido strumento nella 
pratica clinica.  

METODOLOGIA SEGUITA   

In questa rassegna vengono considerati 
unicamente sugli studi che uniscono la variabile di 
laboratorio ai modelli di ML. Al fine di identificare quali 
modelli di apprendimento automatico sono più efficaci 
come strumento di supporto diagnostico e prognostico 
per COVID-19, abbiamo svolto una rassegna della 
letteratura presente in PubMed, un motore di ricerca 
gratuito di letteratura scientifica biomedica in continuo 
aggiornamento (19), e in Scopus un database di 
riassunti e citazioni per articoli di pubblicazioni 
riguardanti la ricerca, creato nel 2004 dalla casa 
editrice Elsevier (20). La ricerca è stata effettuata fino 
al 12.02.2021.  
- PubMed: filtrando i risultati per il periodo 2020-

2021, sono state inserite nel motore di ricerca del 
sito le seguenti parole chiave: Title/Abstract ("blood 
tests" OR "blood exams" OR "laboratory tests" OR 
"laboratory exams") AND ("COVID-19" OR "COVID" 
OR "SARS-CoV-2" OR "coronavirus") AND 
("machine learning" OR "deep learning" OR 
"artificial intelligence").  

- Scopus: sono state inserite nel motore di ricerca le 
seguenti parole chiave: Title-ABS-KEY ("blood 
tests" OR "blood exams" OR "laboratory tests" OR  
"laboratory exams") AND (“covid-19” OR “covid” OR 
“sars-cov-2” OR “coronavirus”) AND ("machine 
learning" OR "deep learning" OR "artificial 
intelligence").  

Dei lavori identificati sono stati inclusi nella presente 
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rassegna i lavori che rispondevano ai seguenti criteri di 
inclusione: 
- lavori scritti in inglese; 
- lavori che fossero disponibili on line sia nel formato 

di lettera, di articolo o di rassegna; 
- lavori che presentassero modelli costruiti sui soli 

dati di laboratorio con tecniche di ML;  
- lavori pubblicati nel 2020 e 2021 che presentassero 

modelli sia diagnostici sia prognostici di ML per 
pazienti COVID-19. 
 

Risultati della ricerca bibliografica  
La ricerca bibliografica in PubMEd, anni 2020-2021, 

ha identificato 22 articoli, mentre in Scopus 40. Degli 
articoli selezionati, 11 erano riportati su entrambi 
database, e 31 sono stati esclusi perché non 
rispondevano ai criteri di selezione, come indicato nella 
Figura 1. 

La ricerca bibliografica ha evidenziato la 
pubblicazione dei primi studi di ML, applicati alla 
medicina di laboratorio per la gestione dei pazienti 
COVID-19, a partire dal mese di Giugno 2020 (Tabella 1). 

Dei 20 lavori selezionati per questa rassegna (21-
40), 12 sono pubblicati su riviste biomediche e 8 su 

giornali specifici del settore informatico; di questi ultimi, 
7 sono riportati anche in PubMed. Complessivamente, i 
due motori di ricerca utilizzati, Scopus e PubMed, hanno 
restituito gli stessi risultati, eccezion fatta per un lavoro 
pubblicato su una rivista informatica in cui solo l’utilizzo 
di Scopus ne ha permesso l’identificazione, in quanto 
non indicizzato in PubMed (Tabella 1). 

Quasi tutte le riviste (16/20) possiedono un Impact 
Factor, il cui valore medio è di 3,5; due soli giornali 
biomedici e due informatici ne sono privi (Tabella 1). Nel 
caso di questi ultimi però è bene considerare che si tratta 
di giornali nati di recente e appartenenti a due delle più 
prestigiose riviste scientifiche, Nature e Lancet, e si 
presume che il loro Impact Factor sia destinato presto a 
crescere. 

Nella maggior parte degli studi (17/20) manca, nella 
sezione dei Materiali e Metodi, la descrizione della 
metodica analitica e/o strumentazioni con cui sono state 
effettuate le analisi di laboratorio considerate per lo 
sviluppo dei modelli di ML (Tabella 1).  

Solo in 3 studi sono riportati gli strumenti utilizzati 
dai quali sarebbe possibile risalire alla metodica, 
mentre l’unità di misura è riportata in 9 pubblicazioni. 
Fra le riviste mediche, 4 non riportano nessuna 
informazione. 

Figura 1 
Numero di articoli di diagnosi e prognosi per i pazienti COVID-19 che utilizzano tecniche di intelligenza artificiale identificati in PubMEd 
e in Scopus (anni 2020-2021), numero di articoli esclusi perché non rispondenti ai criteri di selezione, e numero finale di articoli 
inclusi nella rassegna. 
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Tabella 1 
Elenco delle pubblicazioni selezionate e discusse in questa rassegna, di cui si riportano le caratteristiche bibliografiche. I dati di Impact 
Factor si riferiscono all’anno 2019 e sono stati raccolti dal database jcr-clarivate.com, ove disponibili. Gli articoli pubblicati su giornali 
specifici per l’ambito informatico e non biomedico sono riportati in corsivo 

D/P: D, diagnostico; P, prognostico; n.d., non disponibile; IF, Impact Factor.

ID Lavoro, 
(voce 
bibliografica)

Autore Giornale IF 
2019

Mese/anno di 
pubblicazione 

PubMed Scopus Studio 
(D/P)

Disponibilità di informazioni 
relative ai metodi analitici 
(analizzatore, reagenti e 
unità di misura)

D1 (21) Joshi et al. Journal of Clinical 
Virology

2,77 08/2020 X X D Nessuna informazione

D2 (22) Formica et al. Clinical Medicine 
Journal

1,88 07/2020 X - D Solo unità di misura

D3 (23) Yang et al. Clinical Chemistry 7,29 11/2020 X X D Solo analizzatore 

D4 (24) Cabitza et al. Clinical Chemistry 
and Laboratory 
Medicine

3,59 10/2020 X X D Analizzatore/reagenti/ 
unità di misura

D5 (25) Plante et al. Journal of medical 
Internet research

5,03 12/2020 X X D Nessuna informazione

D6 (26) Avila et al. PeerJ 2,37 06/2020 X X D Nessuna informazione

D7 (27) Banerjee et al. International 
Immunopharmacology

3,94 09/2020 X X D Nessuna informazione

D8 (28) AlJame et al. Informatics in 
medicine unlocked

2,11 10/2020 X X D Nessuna informazione

D9 (29) Bayat et al. Clinical Infectious 
Diseases

8,31 08/2020 X - D Solo unità di misura

D10 (30) Soltan et al. The Lancet Digital 
Health

n.d. 02/2021 X - D Solo unità di misura

D11 (31) Freitas Barbosa 
et al.

Research on 
Biomedical Engineering

0,22 01/2021 - X D Nessuna informazione

D12 (32) Tschoellitsch  
et al.

Laboratory medicine 1,08 12/2020 X - D Solo unità di misura

D13 (33) Carobene  
et al. 

Biochimica Clinica n.d. -- in press - D Analizzatore e unità  
di misura

P1 (35) Assaf et al. Internal and 
emergency medicine

2,32 11/2020 X X P Solo unità di misura

P2 (36) Booth et al. Modern Pathology 5,98 10/2020 X X P Nessuna informazione

P3 (37) Zhu J. S. et al. Journal of the 
American College of 
Emergency Physicians 

n.d. 07/2020 X - P Nessuna informazione

P4 (38) Chow et al. PLoS One 2,74 12/2020 X X P Solo unità di misura

P5 (39) Jimenez- 
Solem et al. 

Scientific Reports 3,99 02/2021 X X P Solo unità di misura

P6 (40) Razavian et al. 
2020

Digital medicine n.d. 10/2020 X X P Solo unità di misura

P7 (34) KO at al. Journal of medical 
Internet research

5,03 12/2020 X X P Nessuna informazione
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Delle 20 pubblicazioni selezionate, 13 descrivono lo 
sviluppo di modelli di ML a fini diagnostici (21-33) (studi 
D1-D13, Tabella 2) e 7 a scopo prognostico (34-40) 
(studi P1-P7, Tabella 3). 

STUDI DIAGNOSTICI 

Descrizione della popolazione 
I lavori a scopo diagnostico sono basati su coorti di 

soggetti caratterizzate da una numerosità 
estremamente variabile (da 171 a 115 394). Lo studio 
D2, per esempio, comprende 171 soggetti di cui il 
24,6% sono pazienti COVID-19; ma la coorte è ben 
caratterizzata. Il lavoro D10 invece, pubblicato su una 
rivista specifica del settore informatico, presenta una 
coorte molto ampia (115 394 soggetti), di cui lo 0,3% 
sono COVID-19 positivi. Anche la prevalenza dei 
soggetti COVID-19 positivi nella popolazione indagata è 
estremamente variabile (0,3%-48,4%) e questo aspetto 
rappresenta forse la maggiore criticità per quanto 
riguarda la comparazione sull’accuratezza dei vari studi. 

Tutti gli studi diagnostici sono stati sviluppati su dati 
raccolti durante la prima fase della pandemia, ovvero 
entro i primi sette mesi dell’anno 2020. Di questi, 4 sono 
stati sviluppati negli USA, 3 in Italia su diverse coorti, 
mentre 4 lavori Brasiliani (Tabella 2: D6, D7, D8, D11) 
fanno riferimento alla stessa coorte e set di dati. 

 
Descrizione dei parametri 

Un importante elemento di variabilità riguarda il 
numero e la tipologia di parametri (feature) presi in 
considerazione per sviluppare i diversi modelli di ML a 
scopo diagnostico.  

Per quanto riguarda i valori biochimici, tutti gli studi 
includono i parametri dell’emocromo, 7 considerano 
anche i valori di chimica clinica, 6 esami della 
coagulazione e, infine, 2 studi includono i parametri 
dell’emogasanalisi. 

Solo nella metà dei modelli diagnostici vengono 
presi in considerazione i dati demografici, quali etnia, 
sesso ed età, e solo 2 studi, sviluppati entrambi da  
un gruppo Italiano, includono nel modello di ML 
parametri clinici e sintomatologia specifica di COVID-
19 (Tabella 2).  

 
Descrizione dei modelli 

Nei lavori presentati in questa rassegna vengono 
complessivamente valutati 19 diversi modelli di ML e, 
nella maggior parte di questi studi, 10 su 14, lo stesso 
dataset viene analizzato con più di un modello. I modelli 
di ML maggiormente considerati nei diversi studi sono 
Logistic Regression (regressione logistica, LR), 
Random Forest (foresta casuale, RF), k-Nearest 
Neighbors (KNN), Gradient Boosting (XGBoost).  

 
Descrizione dei risultati 

I risultati dei modelli di ML sono riportati per la 
maggior parte degli studi in termini di AUC come 

riportato nella Tabella 2. Tuttavia, uno studio esprime i 
risultati solo in termini di sensibilità e di specificità (D1). 
Le prestazioni degli studi espresse in termini di AUC 
coprono un ampio intervallo: da un minimo di 74% (D12) 
ad un valore massimo del 99% (D8).   

Per quello che riguarda i risultati relativi a validazioni 
esterne, non tutti gli studi diagnostici li riportano. Dei dati 
riportati, il valore di accuratezza migliore su una 
validazione esterna è stato ottenuto utilizzando il 
modello Support Vector Machine (macchina a vettori di 
supporto, SVM), che ha restituito una AUC del 98% 
(Tabella 2, D13).  

STUDI PROGNOSTICI 

Descrizione della popolazione 
I lavori a scopo prognostico sono basati su coorti di 

soggetti di numerosità inferiore a quella degli studi 
diagnostici ed estremamente variabile (da 87 a 3 944). 
Come per gli studi diagnostici, anche per questi studi i 
dati sono stati raccolti nei primi mesi di pandemia in 
diversi paesi con andamenti della curva pandemica 
diversi (Tabella 3). I pazienti inclusi hanno positività 
accertata al COVID-19 tramite rRT-PCR anche se in uno 
studio (P6) sono stati adottati anche i test salivari o test 
molecolari effettuati anche su tamponi faringei. 

 
Descrizione dei parametri 

Anche nei modelli prognostici fra le feature vengono 
sempre inclusi i parametri dell’emocromo e di chimica 
clinica ma, a differenza dei modelli diagnostici, in 4 studi 
vengono considerate anche le comorbidità, e in 3 studi 
tutte le variabili demografiche (Tabella 3). Solo nello 
studio P5 si riportano 4 momenti per il prelievo: il tempo 
della diagnosi di positività, le prime 12 ore 
dall’ammissione in ospedale, 12 ore prima 
dell’ammissione in terapia intensiva, 12 ore dopo 
l’ammissione in terapia intensiva.  

 
Descrizione dei modelli 

In 5 studi vengono analizzate le prestazioni relative 
ad ogni singolo modello e di questi ne vengono presi in 
esame un totale di 9 tipi per sviluppare uno strumento 
prognostico; RF è l’algoritmo più comunemente usato 
ma sono stati ottenuti valori di accuratezza elevati anche 
con altri algoritmi di ML (Tabella 3). In due studi, P6 e P7, 
vengono usati modelli che prevedono l’uso combinato di 
più algoritmi. 

Infine, gli scopi con cui sono stati sviluppati i modelli 
prognostici sono variegati e includono la capacità di 
predire:  
- il rischio di COVID-19 severo (P1, P3, P4);  
- la mortalità (P2, P5);   
- la prognosi favorevole (P6); 
- l’ospedalizzazione;  
- la necessità del ricovero in terapia intensiva;   
- la necessità della ventilazione meccanica (P5).  

 



biochimica clinica, 2021, vol. 45, n. 4          353

REVIEWS RASSEGNE

Tabella 2 
Elenco delle voci bibliografiche degli studi diagnostici considerate nella rassegna. Per ogni studio vengono indicati il numero di soggetti 
e loro provenienza, il periodo dello studio, gli esami di laboratorio (parametri), i modelli di Machine Learning (ML) considerati, il modello 
con il miglior risultato, i risultati migliori e la modalità della validazione dei dati. In grigio gli studi che hanno utilizzato dati provenienti 
da uno stesso database (Albert Einstein dataset, Ospedale Albert Einstein Israelita, San Paolo, Brasile)

ID Contesto e 
numero di 
soggetti  
(% di COVID 
positivi)

Paese, 
città

Periodo Parametri (features), 
tipologia e numero

Modelli 
considerati

Modello 
con il 
migliore 
risultato

Validazione 
con testing 
set 

Migliore 
risultato

Validazione esterna, 
numero di soggetti 
(COVID positivi) e risultato

D1 Pazienti del 
PS 
390 (8,4%) 

USA, 
Stanford

Marzo 
2020

4 parametri: conta 
assoluta dei linfociti, 
neutrofili, ematocrito 
e sesso

LR LR Validazione 
incrociata

Sensibilità 
0,93, 
Specificità 
0,78

4 validazioni esterne 
(pazienti del PS): 
Nord California, 536 (7%); 
AUC 0,78 
Seattle, Washington, 346 
(11%); 
AUC 0,75  
Chicago, Illinois; 1.260 
(19,4%); 
AUC 0,76 
South Korea, 245 (3,7%);  
AUC 0,81 

D2 Pazienti del 
PS 
171 (24,6%) 

Italia, 
Roma

Marzo 
2020

12 parametri: 
Emocromo con 
formula (conta 
assoluta), sesso, età

LR 
(LASSO)

LR Validazione 
Boostrapping 
(n=5.000)

AUC 0,92 
Sensibilità 
0,88, 
Specificità 
0,90

NO

D3 Pazienti con 
richiesta 
tampone, PS, 
ricoverati, ed 
esterni 3.356 
(41,8%) 

USA, 
New York 
NYPH/ 
WCM 

Marzo-
Aprile 
2020

27 parametri: 
Emocromo con 
formula, test di 
chimica clinica e di 
coagulazione, razza, 
sesso ed età

LR 
(LASSO)

LR Validazione 
Boostrapping 
(n=5.000)

AUC 0,98 
Sensibilità 
0,88, 
Specificità 
0,90

NO

D4

Pazienti del 
PS  
1624 
(48,4%)

Italia, 
Milano 
OSR

Marzo-
Maggio 
2020

Gruppo 1: 21 
parametri: età, sesso, 
e presenza di sintomi 
correlati al COVID + 
emocromo con formula

RF, LR, 
SVM, KNN, 
NV, VEM

RF/KNN Validazione 
incrociata di 
5 volte

AUC 0,86

Interna-esterna ed esterna 
Positivi, pazienti del PS 
Italia, Milano IOG, 
58(50%) più 54 pazienti 
OSR del 2018, 
sicuramente negativi 
 
AUC 0,78 
AUC 0,76 
AUC 0,75 

Gruppo 2 “Covid 
specifico”: 34 
parametri: Gruppo 1 + 
test comuni di chimica 
clinica

RF, LR, 
SVM, KNN, 
NV, VEM

KNN Validazione 
incrociata di 
5 volte

AUC 0,87

Gruppo 3: 72 
parametri: Gruppo 2 + 
test di chimica clinica, 
di coagulazione ed 
emogasanalisi

RF, LR, 
SVM, KNN, 
NV, VEM

RF Validazione 
incrociata di 
5 volte

AUC 0,90

D5 Pazienti del 
PS  
12183 
(17,9%) 

USA, 
(Premier 
Healthcare 
Database) 
Dati da 43 
ospedali 
selezionati 
casualmente 

Marzo-
Luglio 
2020

15 parametri: 
7 Emocromo con 
formula, 8 Test di 
chimica clinica  

XGBoost XGBoost Validazione 
incrociata di 
5 volte

AUC 0,91 68 positivi da un unico 
ospedale (non specifica 
se da PS o ricoverati), più 
17393 negativi pre 
pandemia da 23 ospedali 
selezionati casualmente 
AUC 0,91 

D6 Pazienti del 
PS 
510 (14,3%) 

Database 
Brasile, 
San Paolo

Marzo 
2020

15 parametri  
da Emocromo con 
formula 

NB NB Validazione 
incrociata 
LOO

AUC 0,84 NO

D7 Pazienti esterni, 
del PS e 
ricoverati 
(esclusi i pazienti 
in terapia 
intensive)  
598 (8%)

Database 
Brasile, 
San 
Paolo

Marzo 
2020

15 parametri 
da Emocromo con 
formula 

RF 
Glmnet 
ANN 
LR 

ANN Validazione 
incrociata di 
10 volte

AUC 0,95 
per pazienti 
ospedalizz
ati, AUC 
0,80 per 
pazienti 
esterni

NO
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Tabella 2 
Continua

ANN, artificial neural networks (reti neurali artificiali); GBDT, gradient boosted decision tree (albero decisionale con potenziamento 
del gradiente); Glmnet, Lassoelastic-net regularized generalized linear model (modelli lineari generalizzati con regolarizzazione lasso 
e rete elastica); D1, validazione Stanford: stessa coorte nel dipartimento di emergenza; DT, decision tree (albero decisionale); ERLX, 
ensemble learning model (modello di apprendimento d'insieme); KNN, k-Nearest Neighbors (k-vicini più vicini); LR, Logistic Regression 
(regressione logistica); NYPH/LMH, New York Presbyterian Hospital/Lower Manhattan Hospital; NYPH/WCM, New York Presbyterian 
Hospital/Weill Cornell Medicine; MLP, Multilayer perceptron (percettrone multistrato); NB, Naïve Bayes (Bayes ingenuo); OSR, 
Ospedale San Raffaele; IOG, Istituto Ortopedico Galeazzi; PS, pronto soccorso; RF, Random Forest (foresta casuale); SVM, Support 
Vector Machine (macchina a vettori di supporto); VEM, voting ensemble model  (modello Ensemble di voto); XGBoost, gradient 
boosting model (modello con potenziamento del gradiente). 

ID Contesto e 
numero di 
soggetti 
(COVID  
positivi %)

Paese, 
città

Periodo Parametri (features), 
tipologia e numero

Modelli 
considerati

Modello 
con il 
migliore 
risultato

Validazione 
con testing 
set 

Migliore 
risultato

Validazione esterna, 
numero di soggetti 
(COVID positivi) e 
risultato

D8 Provenienza dei 
pazienti non 
specificata.  
5.644 (9,9%) 

Database 
Brasile, 
San 
Paolo

Marzo 
2020

18 parametri 
8 da Emocromo con 
formula, 
8 di chimica clinica:  
3 di coagulazione  

Extra trees 
RF 
LR 
XGBoost 
ERLX 

ERLX Validazione 
incrociata

AUC 0,99 NO

D9 Pazienti esterni e 
ospedalizzati. 
Positività al 
COVID stabilita 
con tampone 
molecolare o test 
antigenico  
75991 (9,6%) 

USA Marzo-
Luglio 
2020

20 parametri 
10 da Emocromo con 
formula, 
8 test di chimica clinica 
1 di coagulazione, DD 
Temperatura corporea 

XGBoost XGBoost Validazione 
incrociata

Accuratezza 
0,85 
Specificità 
0,87 
Sensibilità 
0,82

NO

D10 Pazienti del PS 
115394 (0,3%) 
Pazienti del PS, 
sottogruppo di 
pazienti 
ricoverati 

UK, 
Oxford

Dicembre 
2019- 
Aprile 
2020

54 parametri 
24 test tra emocromo, 
chimica clinica e 
coagulazione 
22 da blood gas 
/Point of care 
8 segni vitali

LR 
RF 
XGBoost 
Ensemble 
model 

Ensemble 
model

Validazione 
incrociata di 
10 volte 
 

AUC 0,94 
per tutti i pz, 
AUC 0,94 
per I 
ricoverati 

Validazione a 
posteriori (Aprile – 
Maggio 2020), 3326 
pz (3,9%), stesso 
Ospedale, AUC 0,88

D11 Provenienza dei 
pazienti non 
specificata.  
5644 (9,9%) 

Database 
Brasile, 
San 
Paolo

Marzo 
2020

24 parametri 
8 da emocromo 
4 maturazione 
granulociti (segmentati, 
mielociti, promielociti, 
metamielociti) 
1 coagulazione 
11 test di chimica clinica 
2 sintomi tipici COVID 

SVM 
MLP 
RF 
NB 
Random 
tree 
Bayes 
Network 

Bayes 
Network

Validazione 
incrociata di 
10 volte 
 

Specificità 
0,94 
Sensibilità 
0,97 
Accuratezza 
0,95 

NO

D12 Provenienza dei 
pazienti non 
specificata, che 
avevano richiesto il 
tampone nello 
stesso ospedale  
1528 (4,2%) 
Ridotti a 1357 dopo 
pulizia dei dati 

Austria Marzo-
Aprile 
2020

28 parametri  
Emocromo con formula  
Test di chimica clinica 
e Coagulazione  

RF RF Validazione 
incrociata 
annidata

AUC 0,74 
 

NO

D13 Pazienti del PS 
1736 (47%) 

Italia, 
Milano

Marzo-
Maggio 
2020

21 parametri 
Emocromo con 
formula, età, sesso, 
presenza di sintomi 
correlati al COVID 
(SI/NO) 

RF, LR, 
SVM, KNN, 
NV, VEM

SVM AUC 0,97 
(Desio) 
AUC 0,98 
(Bergamo) 

Due validazioni esterne: 
Pazienti del PS 
Italia, Bergamo, 249 
(42%) 
Italia, Desio, 337 (48%)
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Tabella 3 
Elenco delle voci bibliografiche degli studi prognostici considerate nella rassegna. Per ogni studio vengono indicati il numero di soggetti 
e loro provenienza, il periodo dello studio, gli esami di laboratorio (parametri), i modelli di Machine Learning (ML) considerati, il modello 
con il miglior risultato, espresso come Area Under the Curve (AUC), i risultati migliori e lo scopo del lavoro

ID Ambientazione e 
numero di 
soggetti COVID 
positivi

Paese, 
città

Periodo Parametri (features), tipologia e 
numero

Modelli 
considerati

Modello 
con il 
migliore 
risultato

Migliore 
risultato

Scopo del lavoro 

P1 162 pazienti 
ricoverati per 
positività al 
COVID (RT-
PCR) 

Israele, 
Ramat 
Gan

Marzo-
Aprile 
2020

19 parametri incluse comorbidità, 
giorni da infezione, età, 
parametri dell’emocromo (HCT, 
WBC, Neu, Lin) e parametri di 
chimica clinica (AST, LDH, CREA 
PCR, Na e Alb), parametri vitali 
(frequenza del polso e 
temperatura)

kNN 
RF 
CRDT 

RF AUC 0,93 Predizione del 
rischio di COVID-
19 severo

P2 398 pazienti 
ricoverati per 
positività al 
COVID (RT-PCR)

USA, 
Texas

Febbraio-
Maggio 
2020

5 parametri sierici di chimica 
clinica: PCR, BUN, calcio, Alb e 
acido lattico

SVM SVM AUC 0,93 Predizione del 
tasso di mortalità

P3 181 pazienti 
ricoverati per 
positività al 
COVID

Cina, 
Wuhan

Gennaio-
Marzo 
2020

56 parametri incluse 
demografiche, comorbidità, 
parametri vitali, sintomi e 
parametri chimica clinica, 
emocromo, coagulazione 
all’ammissione.

DLA DLA AUC 0,97 Predizione del 
rischio di COVID-
19 severo. e del 
tasso di mortalità

P4 87 pazienti 
ricoverati per 
positività al 
COVID (RT-PCR)

USA, 
California

Marzo-
Aprile 
2020

13 parametri incluse 
demografiche (sesso, età), 
comorbidità, parametri vitali 
(frequenza respiratoria, BMI), e 
test di laboratorio all’ammissione 
(WBC, Lin%, Crea, LDH, TnI, 
Ferr, PCT, PCR)

MLR MLR AUC 0,99 Predizione del 
rischio di COVID-
19 severo, definito 
come ricovero in 
terapia intensiva, 
ventilazione o 
morte.

P5 3944 pazienti 
positivi al 
tampone 
molecolare 
nasale/faringeo. 
Test fatti in 
ospedale (RT-
PCR

Danimarca Marzo-
Giugno 
2020

42 parametri, fra cui 
demografiche (3=età, sesso, 
BMI), comorbidità (n=17), dati di 
laboratorio, emocromo (4): 
linfociti, emoglobina, leucociti; 
neutrofili; chimica clinica (6): 
PCR, LDH, ALT, Urea, Crea, 
Ferr, coagulazione (1): DD; 
emogas (6 parametri); parametri 
vitali (5) battito cardiaco; 
temperatura; saturazione; 
frequenza respiratoria; fumo).

RF RF AUC 0,82 [A] 
AUC 0,80 [B] 
AUC 0,82 [C] 
AUC 0,90 [D] 

Predizione per  
A] 
Ospedalizzazione  
B] Ricovero in 
terapia intensiva 
C] Necessità 
ventilazione 
meccanica  
D] Mortalità   

P6 3345 pazienti 
positivi con test 
fatti in casa o in 
ospedale 
(includendo 
SARS-CoV-2 
PCR test salivari, 
tamponi 
nasofaringei, 
tamponi faringei) 

USA,  
New York 

Marzo-
Aprile 
2020

37 parametri totali 
8 da Emocromo con formula, 
7 test di chimica clinica 
Urea, Crea, Ferr, PCR, LDH, TnI 
e DD 
Età sesso, razza, BMI, Fumo, 
Parametri Vitali (saturazione , 
pressione, battito, temperatura, 
velocità di supporto O2, etc etc) 

LR 
Modello 
Blackbox:  
RF +  
LightGBM   
 
Modello 
assemblato 

Modello 
ottimizzato 
sulle 
variabili 
indipenden
ti ottenute 
dal 
modello 
Blackbox 

AUC 0,96 Predizione di una 
prognosi 
favorevole

ANN, artificial neural networks(reti neurali artificiali); CRDT, Classification and Regression (classificazione e regressione); DNN, deep 
neural network (rete neurale profonda); DLA, Deep Learning Algorithm (algoritmo di apprendimento profondo); DT, decision tree (albero 
decisionale); ERLX, ensemble learning model (modello di apprendimento ensemble); GBDT, gradient boosted decision tree (albero 
decisionale con potenziamento del gradiente); GLMNET, Lassoelastic-net regularized generalized linear model (modelli lineari generalizzati 
con regolarizzazione lasso e rete elastica); KNN, k-Nearest Neighbors (k-vicini più vicini); LR, Logistic Regression (regressione logistica); 
MLR, multivariate logistic regression (regressione logistica multivariata); NB, Naïve Bayes (Bayes ingenuo); RF, Random Forest (foresta 
casual); SVM, Support Vector Machine (macchina a vettori di supporto); VEM, voting ensemble model (modello Ensemble di voto); 
XGBoost, gradient boosting model (modello con potenziamento del gradiente); BUN, azoto ureico; Alb, albumina; ALT, alanina amino 
transferasi; ALP, fosfatasi alcalina; AST, aspartato amino transferasi; BMI, body mass index; Ca, calcio; CREA, creatinina; DD, D-dimero; 
eGFR, velocità di filtrazione glomerulare stimata; Ferr, ferritina; Glu, glucosio; HCT, ematocrito; hsCRP, proteina C-reattiva ultrasensibile; 
INR, tempo di protrombina normalizzato; Lin, linfociti; LDH, lattato deidrogenasi; Na, sodio; Neu, neutrofili; O2, ossigeno; PCR, proteina 
C-reattiva; PCT, procalcitonina; PT, tempo di protrombina espresso in secondi; TnI, troponina I; TP, proteine totali. 
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Descrizione dei risultati 
Tutti i modelli sviluppati a scopo prognostico 

riportano i risultati in termini di AUC che sono dipendenti 
dallo scopo della prognosi. Negli ultimi tre scopi 
prognostici elencati nel precedente paragrafo 
(ospedalizzazione, ricovero in terapia intensiva, 
necessità di ventilazione meccanica) è stato riportato un 
valore di accuratezza intorno al 80% mentre valori di 
AUC superiori al 90% sono stati raggiunti nel caso di 
modelli in grado di predire la prognosi, la mortalità o il 
rischio maggiore di sviluppare una forma severa di 
COVID-19 (Tabella 3). 

CONSIDERAZIONI SULLA LETTERATURA 
ESAMINATA 

È indubbio che le tecniche di IA/ML stiano trovando 
ampio spazio in tutti i campi della medicina, come 
mostrato dalla crescita esponenziale delle pubblicazioni 
in IA/ML/Deep Learning (DL) degli ultimi anni (da 203 
lavori pubblicati nel 2005, fino a 12 563 lavori del 2019 
indicizzati su PubMed) (41). Tra le specialità in cui le 
applicazioni di IA/ML trovano più spazio, spiccano 
sicuramente la radiologia, l’oncologia e la chirurgia, 
campi in cui i modelli vengono sviluppati con il supporto 
della diagnostica per immagini, e, come per la 
cardiologia e neurologia, anche di esami di diagnostica 
cardiologica e neurologica. Al contrario, come fanno 
notare Ronzio et al., (42), la medicina di laboratorio, non 
è ancor ben rappresentata. Eppure, anche in questo 
settore, il numero delle pubblicazioni è in crescita. Infatti, 
se la rassegna di Cabitza et al., pubblicata nel 2017 (17) 
aveva identificato 37 lavori di ML in medicina di 
laboratorio pubblicati tra il 2007 e il 2017, di cui solo tre 
erano pubblicati su riviste mediche, la rassegna di 
Ronzio L et al. (42) identifica 44 lavori pubblicati in soli 
quattro anni, tra il 2017 e il 2020, il 71% dei quali 
pubblicati negli ultimi due anni. Infatti, se consideriamo il 
numero di pubblicazioni degli ultimi 10 anni non solo su 
modelli di ML ma più in generale su studi di IA con dati 
di medicina di laboratorio (Figura 2), è evidente che 
l’aumento dei lavori segue un andamento esponenziale. 

Nella nostra rassegna, tra i 51 lavori che sono stati 
identificati dalle stringhe di ricerca in Scopus e in 
PubMed, sono stati selezionati 20 lavori che hanno 
utilizzato tecniche di AI e di ML in ambito COVID-19 
utilizzando i soli dati di laboratorio. La maggior parte dei 
lavori di diagnostica COVID-19 con modelli di ML 
presenti in letteratura utilizza diagnostica per immagini. 
Questi studi generalmente danno buoni risultati ma, 
rispetto ai modelli sviluppati con solo dati di laboratorio, 
sono associati a costi più alti, tempi più lunghi, e una più 
difficile gestione del paziente con un maggior rischio di 
contagio all’interno dell’ospedale e nel reparto di 
radiologia (33).  

Nell’individuare un modello di ML utile nei pazienti 
con COVID-19, alcune caratteristiche devono essere 
prese in considerazione, tra cui lo scopo del modello, i 
pazienti a cui applicare il modello, i parametri, o feature, 

selezionati, il metodo di ML e la validazione dello stesso. 
È opportuno, quindi, sottolineare che la valutazione 
include sia aspetti clinici e di laboratorio, che 
matematico-statistici. Considerare unicamente, o 
prevalentemente, aspetti computazionali può quindi 
portare a modelli scarsamente utili e/o poco applicabili. A 
tal fine, le diverse figure professionali devono cooperare 
alla creazione, validazione e applicazione del modello di 
ML. I differenti studi considerati in questa rassegna 
saranno quindi commentati alla luce degli elementi sopra 
menzionati. 

 
Eterogeneità nella selezione dei pazienti 

È importante sottolineare che lo scopo di un modello 
di ML a fini diagnostici non è quello di sostituire la diagnosi 
tramite tampone molecolare, che rimane il gold standard, 
ma quello di coadiuvare il clinico in tutte quelle situazioni 
ove il tampone molecolare presenti dei limiti (per esempio 
falsi negativi, o in caso di lunghi tempi di attesa per avere 
l’esito del tampone). Il paziente, individuato come 
probabile positivo dal modello di ML, potrebbe essere 
cautelativamente separato dagli altri in attesa del risultato 
del tampone o di una sua ripetizione.  

Gli studi considerati presentano un’estrema 
eterogeneità nella selezione dei pazienti. La maggior 
parte dei modelli diagnostici sono stati ottenuti su 
popolazioni di pazienti del Pronto Soccorso; nei rimanenti 
studi sono stati considerati pazienti ricoverati o esterni 
(D3, 7, 9); infine, in alcuni studi la provenienza dei pazienti 
non è stata specificata (D8, 11-12). In un certo numero dei 
lavori considerati, la descrizione clinica dei pazienti non è 
riportata: questi autori hanno infatti valutato il modello di 
ML in coorti di pazienti non selezionati, utilizzando come 
unico criterio di inclusione la disponibilità del risultato del 
tampone molecolare, di altri esami biochimici e, in alcuni 
casi, l’età o l’appartenenza ad una determinata etnia (D1, 
3, 7-10). Talvolta, gli autori dichiarano di aver incluso 
nell’analisi alcuni parametri clinici ma non ne riportano 
alcun dato (D5, 12). In altri casi è presente una 
descrizione parziale (presenza di sintomi suggestivi di 
COVID-19) (D2, 6, 11) e/o sono riportati in aggiunta alcuni 
criteri di esclusione come la presenza di specifiche 
comorbidità (D2). Infine, in alcuni studi, la presentazione 
clinica dei soggetti è stata considerata e accuratamente 
descritta (D4) e/o il modello è stato valutato in differenti 
sottogruppi (nell’intero campione, o nel sottogruppo di 
soggetti asintomatici vs sintomatici) (D4).  

Occorre considerare che anche le caratteristiche di un 
paziente con COVID-19, incluse la presentazione clinica, 
la prevalenza per età (che nel tempo si è modificata), 
l’introduzione di nuove terapie (ad esempio plasma 
iperimmune) che hanno sensibilmente garantito un 
miglioramento della prognosi, gli esami biochimici e 
strumentali, possono variare molto repentinamente e 
presentare un’estrema eterogeneità. In questo senso, un 
modello con un’elevata accuratezza diagnostica calcolata 
in un determinato sottogruppo potrebbe presentare 
prestazioni molto inferiori in un altro contesto clinico.  

Queste considerazioni possono essere fatte anche e 
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soprattutto nel caso di modelli predittivi: per questi modelli 
l’andamento clinico del paziente, la terapia farmacologica, 
l’utilizzo di presidi con ossigeno, l’età, la presenza di 
eventuali comorbidità sono tutti elementi fondamentali. I 
modelli predittivi considerati in questa rassegna, 
presentano anch’essi un’ampia variabilità sia per i criteri di 
inclusione che per l’end-point selezionato. Nella maggior 
parte dei casi il modello è stato calcolato su pazienti 
ricoverati o esterni, e, in almeno metà degli studi vi è una 
descrizione dettagliata delle caratteristiche cliniche e 
anamnestiche dei pazienti selezionati (P1, 3, 5, 7). Tra gli 
end-point considerati figurano, la mortalità (a differenti 
punti temporali) (P2-3, 5, 7), una forma di COVID-19 
severa caratterizzata da insufficienza respiratoria con 
necessità di ventilazione meccanica e/o il ricovero in 
terapia intensiva (P1, 4-5), oppure una prognosi 
favorevole (P6) (Tabella 3). L’eterogeneità della scelta 
degli end-point rende difficile il confronto tra i vari modelli. 

 
Parametri di laboratorio utilizzati dal modello 
di Machine Learning 

Un secondo aspetto critico legato all’applicazione del 
modello di ML al paziente con sospetta (modelli 
diagnostici) o certa (modelli predittivi) diagnosi di 
COVID-19 è la scelta delle variabili o esami di 
laboratorio.  

Da tener presente che la rRT-PCR, pur essendo 
considerata il miglior sistema diagnostico (gold 
standard), presenta limitazioni in sensibilità e specificità, 
e spesso per la corretta classificazione dei pazienti, 
vengono utilizzati alcuni criteri aggiuntivi (ad esempio CT 
e/o presentazione clinica). Quindi anche la diagnosi di 

COVID-19 nei diversi studi, con cui il modello di ML si 
confronta, rappresenta sicuramente un fattore di 
eterogeneità aggiuntivo. 

Nella selezione degli esami di laboratorio da usare 
nei modelli di ML, un ruolo fondamentale dovrebbe 
essere svolto dal professionista di laboratorio. Vi sono, 
infatti, alcuni elementi critici che devono essere 
considerati:   
- relazione tra le variabili e la patologia COVID-19;  
- disponibilità della variabile o test diagnostico nel 

contesto in cui il modello di ML dovrà essere 
applicato;  

- caratteristiche del test diagnostico. 
Sebbene da un punto di vista teorico un modello di ML 
possa evidenziare un legame, prima sconosciuto, tra un 
marcatore e la patologia, la selezione dovrebbe 
interessare, o almeno comprendere, quelle variabili che la 
letteratura scientifica ha già riportato come associate o 
alterate nelle varie fasi di COVID-19. Un numero molto 
elevato di esami di laboratorio sono stati infatti riportati 
come alterati in recenti meta-analisi, con un possibile 
ruolo per il monitoraggio, la stratificazione e la prognosi: 
alterazioni emogas analitiche, ematologiche (leucocitosi, 
linfopenia, neutrofilia, anemia, trombocitopenia), 
biochimiche (ipoalbuminemia, aumento di lattato 
deidrogenasi, aspartato aminotransferasi, alanina 
aminotransferasi bilirubina totale, creatinina, troponina, 
proteina C reattiva, procalcitonina) e coagulative 
(aumento D-Dimero e tempo di protrombina) (11-14, 
43-44). In corso di COVID-19 si può assistere a 
modificazioni rapide di questi parametri e questo 
aspetto può essere particolarmente critico per il 
modello di ML e la sua applicazione. Ad esempio, è 

Figura 2 
Numero di pubblicazioni degli ultimi 10 anni (2011-2020) relative a studi di intelligenza artificiale con dati di medicina di laboratorio, 
indicizzati in PubMEd (linea blu) e in Scopus (linea rossa).
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verosimile ipotizzare che il quadro clinico e 
laboratoristico di un paziente che si presenta 
tardivamente in un Pronto Soccorso, sia molto diverso 
da quello osservato nei mesi successivi. Il peso dei vari 
esami di laboratorio potrebbe quindi essere diverso 
non solo nelle varie fasi della patologia ma anche nei 
diversi periodi in corso di pandemia. 

Come già osservato per la selezione dei pazienti, 
anche la scelta dei parametri, presenta un’elevata 
eterogeneità. Vi sono modelli calcolati utilizzando solo i 
parametri dell’emocromo (D1-2, 6-7, 13), oppure 
emocromo e chimica clinica (D5, P4), altri emocromo, 
chimica clinica e coagulazione (D3-4, 8-13, P1-3, 5-6) 
(Tabella 2).  

Per i modelli predittivi, inoltre, sono state 
ovviamente considerate altre variabili (storia clinica, 
comorbidità, terapia), in aggiunta agli esami di 
laboratorio. Relativamente, poi, al numero di predittori 
selezionati, vi sono modelli parsimoniosi, caratterizzati 
da un numero ristretto di variabili (meno di 10 in D1 e 
P2), e modelli con un numero molto elevato di predittori 
(più di 50 in D4, D10 e P3) (Tabella 3). 

È certamente, poi, necessario considerare se i test 
diagnostici selezionati siano effettivamente disponibili 
nell’ambito clinico in cui il modello di ML sarà utilizzato. 
Le considerazioni, a questo proposito, riguardano la 
richiedibilità dell’esame, le tempistiche e la sua 
disponibilità sul territorio. La scelta dei parametri è 
spesso opinabile e pare non esser eseguita con un 
esperto di medicina di laboratorio. Risulta poco 
applicabile, ad esempio, un modello a scopo 
diagnostico che includesse un marcatore non 
richiedibile in urgenza e di scarso o nullo significato 
diagnostico (ad esempio urea o colinesterasi inclusi in 
D8 e D12), con tempi analitici particolarmente lunghi o 
eccessivamente costoso. Allo stesso modo un modello, 
diagnostico o predittivo, che includesse un marcatore 
scarsamente presente nella maggior parte dei 
laboratori ospedalieri, sarebbe poco utilizzabile. Al 
contrario, un modello di ML che utilizza i soli dati 
dell’emocromo potrebbe essere utilizzato ovunque, 
specialmente nei paesi in via di sviluppo che soffrono di 
carenza di reagenti e di laboratori specializzati (33). La 
bassa variabilità dei risultati nei parametri 
dell’emocromo, sia per la componente biologica (45-
47), sia per la componente analitica (48), potrebbe 
inoltre rendere maggiormente efficace l’utilizzo di un 
modello basato esclusivamente su questi parametri. Un 
ulteriore aspetto importante da considerare è, infatti, 
quello propriamente analitico (unità di misura, intervallo 
di riferimento, metodo analitico, strumentazione, 
tracciabilità).  

Considerando ad esempio la aspecificità della 
misura della creatinina sierica, parametro utilizzato 
dalla maggioranza degli studi considerati, dei metodi 
Jaffe rispetto ai metodi enzimatici e all'impatto che ha 
avuto il processo di standardizzazione sulla qualità 
della sua misura (49-50), risulta evidente che almeno 
per alcuni parametri di laboratorio, le informazioni 

legate ai metodi analitici sono fondamentali. A questo 
proposito è sicuramente degna di nota una mini-
rassegna dedicata ai risultati dei D Dimero in pazienti 
COVID 19, in cui viene riportata una grande confusione 
nella modalità di riportare i dati, e quindi, la notevole 
disinformazione che ne deriva (51). 

Ad eccezione di alcuni (D3, D13), la maggior parte 
dei modelli diagnostici e predittivi non riportano 
informazioni sui metodi e/o strumentazioni analitiche 
(Tabella 1). Alla luce di quanto descritto, revisionando i 
lavori citati, si ha l’impressione che, per la maggior 
parte di essi, gli autori non abbiano effettuato una 
selezione ragionata dei parametri di laboratorio, ma 
che abbiano calcolato i vari modelli semplicemente 
utilizzando tutti i dati disponibili nei sistemi gestionali 
delle singole strutture sanitarie. 

L’evidenza di una non uniformità nell’utilizzo di dati 
clinici, dovuta al notevole incremento di lavori degli 
ultimi anni in campo medico con tecniche di IA, ML 
inclusa, e la conseguente scarsa riproducibilità dei 
modelli sviluppati (52), ha reso necessaria la stesura di 
linee guida che potessero migliorare la qualità degli 
studi di AI in campo medico. Le linee guida MINIMAR 
(MINimum Information for Medical AI Reporting) di 
recente pubblicazione, nascono proprio con questo 
intento (53). MINIMAR considera un elenco minimo di 
informazioni che dovrebbero essere riportate nelle 
pubblicazioni ma non indica alcuna informazione su 
come riportare i risultati di medicina di laboratorio, 
informazione necessaria per permettere la 
riproducibilità dello studio, che paradossalmente è 
proprio lo scopo delle linee guida (53). Non a caso le 
linee guida che hanno a che fare con studi che 
utilizzano i risultati di medicina di laboratorio (54-57), 
sono sempre comprensive della richiesta di una 
adeguata descrizione e caratterizzazione delle 
procedure utilizzate per ottenerli (strumento utilizzato, 
principio analitico, unità di misura, ottimizzazione del 
metodo, generazione, specificità). Per ottenere risultati 
comparabili e affidabili, le procedure di analisi devono 
misurare la stessa quantità e la descrizione della 
metodologia analitica usata per ottenere il dato di 
laboratorio, è necessaria per identificare esattamente il 
misurando (58).  

Sicuramente la presente rassegna non è il luogo 
adatto ad affrontare le complesse e multifattoriali 
sfaccettature relative alla standardizzazione, e alla 
armonizzazione, e quindi affidabilità e riproducibilità dei 
risultati di laboratorio. Ma in qualità di professionisti di 
laboratorio siamo altrettanto consapevoli che senza 
conoscere questi aspetti, il rischio di utilizzare 
impropriamente i dati di laboratorio è veramente 
elevato. 

 
Tipi di modelli e loro validazione 

Come è logico attendersi, la totalità degli algoritmi 
utilizzati negli studi analizzati appartengono al gruppo 
degli algoritmi supervisionati. In breve, e semplificando 
molto, con gli algoritmi supervisionati si tenta di 



costruire un modello partendo da dati di addestramento 
“etichettati”, con i quali si faranno previsioni su dati 
futuri. Con “etichettati” si intende che il dataset 
contiene già l’informazione in output o risposta cercata: 
il paziente ha o non ha l’infezione da SARS-CoV-2 
(modelli diagnostici), il paziente è vivo o morto a 24-48 
ore, il paziente è stato o non è stato ospedalizzato, il 
paziente ha o non ha richiesto una ventilazione 
meccanica (modelli predittivi). Tuttavia, è interessante 
sottolineare il numero di algoritmi diversi, e di diversa 
complessità, utilizzati (Tabelle 2 e 3). In particolare, tra 
gli algoritmi supervisionati più impiegati figurano la RL 
(8 dei 13 modelli diagnostici, 1 dei 7 modelli predittivi) 
e il RF (rispettivamente 8/13 e 4/7) (Tabelle 2 e 3).  

Un secondo aspetto da sottolineare riguarda la 
procedura di validazione utilizzata nei vari studi.  

Le tecniche più frequentemente utilizzate sono la 
split sample validation (hold-out validation, o convalida 
per suddivisione dei dati), la K-fold cross-validation 
(validazione incrociata per K-volte) e la bootstrap 
validation (validazione con bootstrap).  

Questi metodi presentano, ovviamente, vantaggi e 
problematiche differenti (59-60) e costituiscono esempi 
di validazione interna (internal validation), la cui 
applicazione è soprattutto utile al fine di verificare la 
stabilità del modello. Al contrario, la validazione esterna 
(external validation), condotta attraverso l’utilizzo di un 
dataset indipendente rispetto a quello utilizzato per 
addestrare il modello, consente di valutare la 
riproducibilità di un modello e la sua generalizzabilità 
rispetto al tempo della rilevazione dei dati e allo spazio 
(altro ospedale o zone geografica). La validazione 
esterna risulta quindi fondamentale per valutare la 
qualità del modello proposto. È inoltre possibile, una 
combinazione delle due procedure, la cosiddetta 
validazione interna-esterna (internal-external 
validation), che risulta particolarmente utile in quei 
contesti in cui la quantità di dati a disposizione sia 
limitata. Per la metà dei modelli diagnostici considerati 
gli autori hanno riportato una validazione esterna con 
uno o più dataset di validazione (Tabella 2). 

Un ulteriore elemento degno di nota riguarda la 
numerosità del dataset utilizzato, che condiziona la 
scelta dell’algoritmo e della procedura di validazione e, 
certamente, l’accuratezza del modello. Gli studi 
considerati presentano dimensioni campionarie molto 
diverse, da 170 (D2) a 115 394 (D10) per i modelli 
diagnostici e da 87 (P4) a 3 944 (P5) per i modelli 
predittivi (Tabelle 2 e 3).  

 
Implementazione dei modelli 

Due ulteriori aspetti sono fondamentali per 
l’applicazione del modello: la disponibilità di dati e 
informazioni relative ai modelli calcolati e la 
realizzazione di strumenti informatici. 

Relativamente al primo fattore, ciò che consente di 
valutare definitivamente la validità del modello 
presentato e di verificarne il suo possibile utilizzo è 
quello di disporre di tutte le informazioni con cui il 

modello è stato generato. Questo aspetto è 
particolarmente critico nell’ambito dei Big Data, degli 
algoritmi di ML e, in tutte quelle situazioni caratterizzate 
da elevata complessità computazionale ed è l’elemento 
fondamentale per una vera scienza riproducibile (61). A 
tal fine è necessario che i dati originali, il codice 
sorgente (per la pulizia, l’analisi e la presentazione dei 
dati), siano liberamente accessibili e che tutti i metodi 
analitici utilizzati siano descritti in dettaglio. 
Attualmente molti autori non accettano di condividere i 
propri dati per differenti ragioni; tuttavia, tale 
condivisione, e in generale la trasparenza dei dati, è il 
presupposto fondamentale per una scienza libera di 
avanzare su fondamenta robuste. Tale trasparenza 
realmente consentirebbe ai clinici, in collaborazione 
con i colleghi laboratoristi, di comprendere se il modello 
proposto può essere utilizzato nella propria realtà, 
tramite una validazione locale dei propri dati, prima 
della vera e propria implementazione. Sebbene per un 
solo studio (D10) sia disponibile il codice sorgente 
(disponibile al link https://github.com/andrewsoltan 
/CURIAL-manuscript), per alcuni di essi il dataset è 
liberamente accessibile (D4, 8). 

Un secondo aspetto importante è la disponibilità per 
l’utilizzatore finale (il clinico) di strumenti informatici che 
consentano l’implementazione del modello. Tali 
strumenti possono essere realizzati sotto forma di 
applicazioni direttamente implementate nel sistema 
gestionale delle singole Unità Operative o nel 
middleware del laboratorio; questo presenterebbe il 
vantaggio di una compilazione automatica dei campi 
input, una volta che il risultati di laboratorio siano 
disponibili, riducendo sia i tempi di risposta sia il tasso 
di errori di inserimento. A tal proposito, è interessante 
notare come alcuni dei modelli diagnostici e predittivi 
considerati siano stati implementati in vere e proprie 
applicazioni disponibili online (D1, 4, 6, P4 e P7). In 
particolare, per la descrizione dettagliata di una di 
queste applicazioni si rimanda all’Appendice A (1S). 

CONCLUSIONE 

Alla luce di quanto discusso in precedenza, si 
possono trarre alcune conclusioni rilevanti: 
- gli studi considerati sono caratterizzati da 

un’estrema eterogeneità, per la tipologia dei 
pazienti, la loro numerosità, i parametri di 
laboratorio selezionati, gli algoritmi utilizzati e la 
loro validazione; 

- l’impiego dei modelli diagnostici e predittivi richiede 
la descrizione accurata dei pazienti, dei metodi 
statistici e analitici utilizzati (e se possibile la 
pubblicazione del dataset e del codice sorgente); 
inoltre, la disponibilità di una applicazione web, o 
possibilmente di uno strumento informatico inserito 
nei sistemi gestionali ospedalieri, permette 
l’implementazione e l’utilizzabilità del modello; 

- per ottenere modelli utilizzabili clinicamente è 
fondamentale una fattiva collaborazione tra data 
scientist e laboratoristi; tuttavia, è importante che i 
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professionisti della medicina di laboratorio 
approfondiscano concetti relativi al mondo dei Big 
Data e agli algoritmi di ML, al fine di comprenderne 
le potenzialità e di interpretarne correttamente i 
risultati. Nella “Breve guida ai medici professionisti 
nell’era della intelligenza artificiale” (62), gli autori si 
augurano che i clinici si applichino ad una 
comprensione delle basi di queste nuove tecnologie 
così da essere in grado di valutarne opportunità per 
studi clinici. Non possiamo che condividere questo 
augurio e in tal senso la SIBioC si sta già 
adoperando con opere divulgative al fine di 
promuovere una presenza operativa 
interdisciplinare (6,15).  
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APPENDICE 

Riportiamo qui un esempio di strumento informatico, disponibile online, per l’applicazione di uno dei modelli 
diagnostici di ML valutato in questa rassegna (D4). Tale modello è stato calcolato utilizzando i dati di pazienti 
afferenti al pronto soccorso (PS) dell’Ospedale San Raffaele e dell’Istituto ortopedico Galeazzi ed è stato validato 
utilizzando i dataset di pazienti del PS dell’Ospedale di Desio e Monza, e dell’Ospedale Papa Giovanni XXIII di 
Bergamo (24,33). Lo strumento è accessibile gratuitamente all’indirizzo: https://covid19-bloodtests-
ml.herokuapp.com 

L’applicazione richiede l’inserimento, tramite maschera, dei dati dell’emocromo, comprensivi di formula 
leucocitaria (come conteggi assoluti), dell’età (unico dato obbligatorio), del sesso, dell’eventuale presenza di 
sintomi correlati al COVID (dato inserito come presenza/assenza), e se noto, del dato della prevalenza della 
patologia. I parametri RDW e MPV non sono inclusi nel modello. Le caratteristiche delle variabili utilizzate 
dall’applicazione (parametro, input atteso, utilizzo nel modello, unità di misura) sono riportate nella Tabella I. 
L’indicazione della presenza o assenza di sintomatologia correlata al COVID (febbre, tosse, dispnea, mal di gola, 
perdita di gusto o di olfatto, sintomi neurologi, e altri) ha lo scopo di differenziare i pazienti che si presentano in 
PS con il sospetto COVID dai pazienti che si presentano per ragioni differenti (traumi, problemi ginecologici, 
occlusioni intestinali, e altri) e che comunque vengono sottoposti a tampone nasofaringeo. 

Dopo l’inserimento dei dati tramite maschera (Figura I), premendo il pulsante “Submit” si ottiene il risultato 
del modello come “positivo” o “negativo”, accompagnato da un punteggio di probabilità espresso in percentuale. 
Tale risultato può essere visualizzato in due modi differenti: a bastoncino (stick visualization) o circolare (circle 
visualization) (rispettivamente Figura IIA e IIB). Nella visualizzazione a bastoncino (Figura IIA), il punteggio è 
visualizzato come intensità di colore: più intenso il colore, maggiore la probabilità del risultato (l’intensità della 
banda può essere confrontata con quella del controllo, C, considerato come riferimento del 100%). Nella 
visualizzazione circolare (Figura IIB), il punteggio è visualizzato come posizione del cerchio lungo la dimensione 
orizzontale della figura (dall’estremo negativo a quello positivo), mentre la dimensione del cerchio rappresenta 
l’intervallo di confidenza del punteggio (minore il diametro, maggiore la confidenza). A titolo di esempio, nelle 
Figure I e II sono mostrati dati reali di un paziente positivo al COVID con una probabilità stimata pari all’83,8% 
di essere effettivamente positivo. L’applicazione include anche un pulsante “Insert test values” con cui è possibile 
simulare un esempio di prova.
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Tabella I 
Caratteristiche delle variabili incluse nel modello di Machine Learning

*parametro non utilizzato dal modello; #parametro calcolato direttamente 

Variabile Valore di input Unità di misura

Sesso Maschio/femmina

Età Numero (obbligatorio) anni

Leucociti Numero (facoltativo) 10^9/L

Eritrociti Numero (facoltativo) 10^12/L

Emoglobina Numero (facoltativo) g/dL

Ematocrito Numero (facoltativo) %

Volume globulare medio Numero (facoltativo) fL

Contenuto emoglobinico  
corpuscolare medio

Numero (facoltativo) pg

Concentrazione emoglobinica  
corpuscolare media

Numero (facoltativo) g/dL

Distribuzione dei volumi eritrocitari Non utilizzato dal modello %

Piastrine Numero (facoltativo) 10^9/L

Volume piastrinico medio Non utilizzato dal modello fL

Neutrofili (valore assoluto) Numero (facoltativo) 10^9/L

Linfociti (valore assoluto) Numero (facoltativo) 10^9/L

Monociti (valore assoluto) Numero (facoltativo) 10^9/L

Eosinofili (valore assoluto) Numero (facoltativo) 10^9/L

Basofili (valore assoluto) Numero (facoltativo) 10^9/L

Neutrofili (valore percentuale)# Calcolato dall’applicazione %

Linfociti (valore percentuale)# Calcolato dall’applicazione %

Monociti (valore percentuale)# Calcolato dall’applicazione %

Eosinofili (valore percentuale)# Calcolato dall’applicazione %

Basofili (valore percentuale)# Calcolato dall’applicazione %

Presenza di sintomi compatibili con COVID SI/NO

Prevalenza COVID-19 Numero (facoltativo) %
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Figura I 
Maschera di inserimento dei dati di emocromo del paziente per la diagnosi COVID-19 basata su un modello di machine learning 
disponibile all’indirizzo: https://covid19-bloodtests-ml.herokuapp.com

A B

Figura II 
Espressione del risultato del modello di machine learning in termini di “positivo” o “negativo” accompagnato dalla confidenza del 
risultato in termini probabilistici, con visualizzazione a bastoncino (Figura 2A) o circolare (Figura 2B). 


